Rozdzial 3

Wiedza 1 formy jej
reprezentacji

Celem tego rozdziatu jest szczegétowe okreslenie réznych form reprezentacji wie-
dzy, ktora stanowi podstawowy element kazdego SE. Zaproponowany przez autora
diagnostyczny SE bazuje na zintegrowaniu wiedzy o diagnozowanym obiekcie re-
prezentowanej w roznej formie. Zagadnienia zawarte w tym rozdziale obejmuja
réwniez problematyke wydobywania wiedzy oraz eksploatacji hurtowni danych w
diagnostyce.

3.1. Wstep

Wiedza definiowana jest jako znajomosé zjawisk zachodzgcych w srodowisku, obiek-
tach, zachowaniach ludzkich i zwierzecych. Ponadto wiedza to takze umiejetnosé
opisu budowy, wtasnosci, parametrow obiektow z otoczenia cztowieka i jego zakresu
aktywnosci. Wiedza to takze nabyte umiejetno$ci zachowan, postepowania w aktyw-
no$ci codziennej oraz w sytuacjach wyjgtkowych.

Waznym zagadnieniem rozwigzywanym w czasie projektowania systemu eks-
pertowego jest reprezentacja wiedzy. Ze wzgledu na charakter gromadzonej, przez
cztowieka i nie tylko (maszyny uczace sie), wiedzy spotyka sie rozne formy repre-
zentacji wiedzy. Klasyczne opisy oparte na klasycznej logice formalnej (zdari) nie
zawsze, a nawet coraz czesciej, nie moga by¢ stosowane ze wzgledu na niepewnosé
i niejednoznaczno$¢ opisywanej wiedzy dotyczacej ztozonych dynamicznych proce-
SOW.
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3.2. Reprezentacja wiedzy

Reprezentacja wiedzy w danym systemie informacyjnym jest waznym, a zarazem
trudnym problemem, ktory nie zostal jeszcze w pelni rozwigzany. Wiedze mozna
reprezentowaé¢ w formie symbolicznej lub niesymbolicznej i przedstawiac ja jako:

e opisy zawieraja pierwotne cechy i pojecia przedstawione w jakim$ jezyku,
e relacje przedstawiaja zaleznosci i asocjacje pomiedzy faktami w bazie wiedzy.
Wyréznia sie dwa rodzaje symbolicznej reprezentacji wiedzy:

¢ proceduralna - polega na okresleniu zbioru procedur, dzialanie ktérych re-
prezentuje wiedze o danej dziedzinie. Zaleta tej reprezentacji jest duza efek-
tywno$¢ reprezentowania proceséw, wymaga jednak znajomosci praw fizyki
opisanych za pomocg rownan matematycznych lub dobrej znajomosci funk-
cjonalnych powigzan miedzy wybranymi sygnatami opisujacymi stan proce-
su;

o deklaratywna - zawiera reguly empiryczne jako §rodek reprezentujacy rela-
cje pomiedzy cechami warunkéw dziatania i symptomami stanu a cechami
stanu obiektu. Jest to mniej precyzyjna forma reprezentacji wiedzy o stanie
obiektu [241].

Reprezentacje niesymboliczne bazuja na obserwacji i dos§wiadczeniach zebranych z
otaczajacego $wiata. Reprezentacje niesymboliczne realizuje sie za pomoca tech-
nik opartych o elementy sztucznej inteligencji, do ktérych miedzy innymi mozna
zaliczy¢: sztuczne sieci neuronowe, algorytmy genetyczne lub logike rozmyta.

Baza wiedzy to zbidr definicji, faktéw, pojeé i relacji miedzy nimi oraz regut
wnioskowania. Proces organizowania zebranej wiedzy wiaze sie z wyborem odpo-
wiedniej metody reprezentacji wiedzy oraz weryfikacji bazy wiedzy i mechanizmu
wnioskowania. Do najczesciej stosowanych form reprezentowania wiedzy nalezy
zaliczy¢ [8, 15]:

e sieci semantyczne - okreslaja relacje pomiedzy elementami dziedziny (we-
ztami sieci). Realizuja to poprzez definiowanie polaczeri pomiedzy wezlami
(tuki). Wezly reprezentuja zwykle obiekty fizyczne lub koncepcyjne oraz de-
skryptory (cechy charakterystyczne obiektow). Luki tacza obiekty i ich de-
skryptory. Gtowng zaleta tej formy reprezentacji wiedzy jest jej elastycznosé,
przez dziedziczenie cech nadrzednej klasy obiektéw, przez podrzedne elemen-
ty tej klasy (rys. 3.1).

o trojki - < obiekt, atrybut, wartosé >. Ta forma reprezentacji wiedzy jest
szczegblnym przypadkiem sieci semantycznej. Atrybuty sa generalnymi ce-
chami obiektéw. W tej formie opracowano baze wiedzy systemu ekspertowego
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> ELEKTROCIEPLOWNIA <

zawiera realizuje uzywa
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jest czeseia jest czescia jest czescia
Lopatka Palenisko Rozpalanie

Rys. 3.1. Struktura przykladowej sieci semantycznej

stosowanego w medycynie MYCIN.
Forma opisu wiedzy z zastosowaniem trojek zawierajacych definicje poziomu
ufnosci wiedzy moze by¢ przedstawiona jako:

<o, n(z), val(z), CF>.

gdzie: o oznacza obiekt, n(z) - cecha danego obiektu, val(z) - wartosé¢ cechy,
CF - poziomem ufnosci.

Przyktadowo dla zespotu elektrowni cieplnej mozna wyrézni¢ pewna grupe
tréjek reprezentujacych aktualny stan badanego zespotu, takich jak:

< para, temperatura, 793K, 0.7 >,
< turbina, predkosé obrotowa, 3000, 0.86 >.

Turbina

przeptyw pary prekosé obrotowa

|przeplyw pary za zaworem | |dek0s'c' obrotowa watu |
|nominalnie | 300 t/h | |nominalnie | 3000 obr/min |
| aktualnie | 4 | | aktualnie | 4 |

Rys. 3.2. Rama opisujaca obiekt Turbina
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e reguly wnioskowania - budowane sa w formie powigzan miedzy grupa
przestanek i wynikajaca z nich grupa konkluzji. Przyjmuja posta¢ [163]:

jezeli (wy i wo i -+ i wy) to (dy ide i -+ @ dy), gdze: wy,we, -, Wy,
oznaczaja warunki, ktére musza byé¢ spelnione aby uaktywnié regute, d,
ds,- -+ ,dy, - konkluzje okre§lajace dziatanie przy aktywnej regule.

e ramy - grupuja dane i procedury w obiekty lub ramy. Oparte sa na hierar-
chicznej strukturze dziedziczenia cech w dét. Stanowia one elastyczng wersje
rekordu. Pola rekordu odpowiadaja atrybutom obiektu. ¥.aczone sg zazwy-
czaj miedzy soba w strukture hierarchiczna zgodnie z zasada "od ogdtu do
szezegotu” (rys. 3.2) [158].

e warunki Horna - wyrazenia w formie predykatéow. Struktura zblizona do
generalnej postaci regut wnioskowania z dodatkowymi restrykcjami, wynika-
jacymi z syntaktyki rachunku predykatéw. Metoda ta byta przyczynkiem do
budowania niektorych jezykow programowania (Prolog).

Warunki Horna budowane sa w strukturze reguly o jednym wniosku (rys.
3.3) [163]. Baza wiedzy budowana w oparciu o warunki Horna wykazuje sie:

przestanki | | wniosek

Rys. 3.3. Przyktad struktury warunku Horna

e bardzo uproszczong automatyzacja wnioskowania,
e efektywnym mechanizmem wnioskowania,

e prostymi, zrozumialymi i przejrzystymi regutami.

Do wad tej formy reprezentacji wiedzy nalezy duza liczba regul stosowanych
w zlozonych bazach wiedzy.

3.3. Akwizycja wiedzy

Proces pozyskiwania wiedzy to pozyskanie zasobu wiedzy i dos§wiadczenia, odpo-
wiadajacych zakresowi zadan z danej dziedziny zastosowania, ze zidentyfikowanych
7zrodet wiedzy. Drugim etapem dzialania jest zapisanie ich w bazie wiedzy w sposéb
umozliwiajacy skuteczne wspomaganie dzialania cztowieka podczas rozwiazywania
probleméw z tej dziedziny [153].

Istotnym elementem pozyskiwania wiedzy jest zrédlo tej wiedzy. Najwazniejszymi
zrodtami wiedzy dla systeméw ekspertowych sa:
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e specjalisci (eksperci), od ktoérych wiedze uzyskuje sie w sposob bezposredni
poprzez udzial ich w procesie pozyskiwania lub w sposéb posredni, korzysta-
jac z literatury fachowej analizowanej przez osoby trzecie lub specjalistyczne
oprogramowanie [242],

e bazy danych zawierajace wyniki obserwacji diagnozowanego obiektu (grupy
obiektow) lub wyniki obliczen symulacyjnych prowadzonych z zastosowaniem
odpowiedniego typu modelu.

Pozyskiwanie wiedzy od specjalistow historycznie jest metoda najwczesniej sto-
sowanga. Ekspert lub grupa ekspertéw przekazywata swoje do$wiadczenia, ktore
nastepnie inzynier wiedzy, po odpowiednim przetworzeniu, wprowadzal do bazy
wiedzy. Niekiedy sam ekspert pelil funkcje inzyniera wiedzy. Obecnie rowniez ta
metoda pozyskiwania wiedzy jest zalecana szczegélnie w procesie przygotowywania
wstepnej wersji systemu ekspertowego. Jednakze wskazane jest roéwniez ogranicze-
nie funkcji inzyniera wiedzy w procesie pozyskiwania wiedzy. Zaleca sie stosowanie
zaawansowanych programow komputerowych, ktére realizujg funkcje odpytywania
eksperta i uzupelniania bazy wiedzy w procesie samo-uczenia sie systemu eksper-
towego. Wyeliminowanie inzyniera wiedzy z procesu pozyskiwania wiedzy ma na
celu ograniczenie funkcji osoéb trzecich nie zorientowanych w zagadnieniach dia-
gnozowanego procesu. Ich wplyw na zawarto$¢ bazy wiedzy jest niekiedy bardzo
duzy, to oni interpretuja informacje uzyskane podczas przeprowadzonych wywia-
dow z ekspertem [188].

Zadanie pozyskiwania wiedzy od eksperta jest czasami problemem z zakresu
socjologii i psychologii. Niekiedy eksperci nie chcg uczestniczyé w czynnej formie
pozyskiwania wiedzy (wywiady). W takich sytuacjach mozna zastosowaé¢ bierny
udzial specjalisty. Polega on na analizie zarejestrowanych wypowiedzi specjalisty
podczas rozwigzywania probleméw diagnostycznych lub na obserwacji specjalisty
podczas rozwiazywania przez niego zadan diagnostycznych. Istotnym elementem
jest prowadzenie obserwacji w sposéb ostrozny, aby to w jak najmniejszym stopniu
nie wplywato na specjaliste.

Kolejnym problemem w procesie pozyskiwania wiedzy jest zadanie taczenia wie-
dzy pochodzacej od wielu ekspertéw. Czesto uzyskuje sie wtedy rozbiezne opinie
w zakresie okreslania wartosci stwierdzen stosowanych do budowy elementarnych
warunkow przestanek lub konkluzji regut oraz okreslania "stopnia pewnosci” re-
gut. W tej sytuacji rozwigzanie tego problemu widzi sie w procesie agregacji opinii
pochodzacych od wielu ekspertéw. Zadanie to mozna rozwiazaé, korzystajac z do-
$wiadczenia inzyniera wiedzy lub za pomoca specjalistycznego oprogramowania
realizujacego proces specyficznego uczenia sie systemu doradczego. W literaturze
[92] mozna znalezé informacje o trudnosciach, jakie pojawiaja sie przy pozyskiwa-
niu wiedzy od wielu ekspertéw. Biorac to pod uwage, nalezy stwierdzié, ze czesto
zrodtem wiedzy dla danej bazy jest tylko jeden ekspert.



26 Wiedza i formy jej reprezentacji

Realizacja zadania pozyskiwania wiedzy od ekspertéow wiaze sie z problemem
obiektywnosci dialogu z ekspertem oraz wykonania etapu wydobywania wiedzy z
danych zgromadzonych w czasie dialogu [92].

Pozyskiwanie wiedzy to przetworzenie danych uzyskanych réznymi metodami
(np. w dialogu z ekspertem) w wymagana (lub mozliwa do uzyskania) wiedze. Wie-
dza zgromadzona w procesie pozyskiwania wiedzy nie zawsze jest zgodna z wiedza
eksperta. Wynika to czesto ze zlego zrozumienia przez eksperta zagadnienia lub
nieprawidlowego przetworzenia informacji zgromadzonej w czasie wywiadu przez
inzyniera wiedzy. Wydobywanie pozyskanej wiedzy wymaga konfrontacji ustalen
inzyniera wiedzy z ekspertem (weryfikacji bazy wiedzy opracowanej przez inzynie-
ra wiedzy). Konfrontacja ta ma na celu upewni¢ sie co do poprawnosci interpretacji
wiedzy eksperta.

W procesie pozyskiwania wiedzy od ekspertéw wazna jest zgodnosé ocen atry-
butéw przygotowanej bazy wiedzy przez grupe ekspertéw. Ze statystycznego punk-
tu widzenia wazny jest stopien korelacji miedzy n - ocenami ekspertéw dla m -
atrybutow. Miara tej wspolzaleznosci jest wspolczynnik W-Kendalla [92]. Wsp6l-
czynnik ten przyjmuje warto$¢ W = 0 przy braku zgodnosci i W = 1 przy pelnej
zgodnosci. Duza warto$¢ W oznacza dobra zgodno$é ocen ekspertéw, ale z tego
nie mozna wnioskowa¢ o duzej poprawnosci przyjetego rozwigzania. Poprawnosé
zalezy od wiedzy ekspertéw i uwarunkowan pracy diagnozowanego obiektu. Proces
pozyskiwania wiedzy od ekspertéw ma w sobie pewne cechy losowosci. W zwiazku
z tym sama znajomos$¢ wartosci wspotczynnika W nie jest wystarczajacym kryte-
rium oceny jako$ci wiedzy. Do oceny wartosci statystycznej istotnosci na danym
poziomie a nalezy skorzystac z testu x> [92].

Druga grupa metod pozyskiwania wiedzy realizowana jest przy wykorzystaniu
baz danych tworzonych w czasie eksploatacji diagnozowanego procesu lub grupy
podobnych proceséw. Proces pozyskiwania wiedzy z baz danych mozna realizowaé
dwoma metodami:

e indukcyjna (maszynowa) realizowana na podstawie przyktadow sklasyfiko-
wanych przez nauczyciela,

e odkrywania zaleznosci jako$ciowych i ilosciowych (funkcyjnych) w bazach
danych.

Metoda indukcyjna korzysta z tzw. modelu atrybutowego, w ktérym dane uczace
zapisywane s3 w jednym zbiorze jako wartosci cech opisujacych wtasciwosci obiektu
znajdujacego sie w zadanym stanie oraz wartoéci cechy decyzyjnej opisujacej stan
obiektu. W ramach badan nad tym zagadnieniem mozna wyréznié kilka metod, do
ktérych przede wszystkim nalezy zaliczy¢:

e metode realizowana za pomoca pokry¢ wedlug algorytmu AQ [151],
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e generowanie drzew decyzyjnych [206],

e pozyskiwanie regul oraz klasyfikatoréow przyblizonych [251],
e metody oparte o sieci neuronowe [5, 107],

e metody oparte o logike rozmyta [185].

Pozyskiwanie wiedzy metodami odkryé w bazach opracowano w ostatnim okresie
[154]. Cecha charakterystyczna tych metod jest pozyskiwanie nowej wiedzy, pod-
czas gdy w metodzie indukcyjnej realizuje sie zadanie pozyskiwania wiedzy juz
wczesniej odkrytej, a celem procesu maszynowego uczenia jest odpowiednia repre-
zentacja jej w bazie. Zrodlem uzytecznej wiedzy o relacjach diagnostycznych moga
by¢ diagnostyczne bazy danych. Zawieraja one wartosci cech, ktére opisuja wejscia
i wyjScia obserwowanych obiektéw. Odkrywanie wiedzy opiera sie na poszukiwaniu
regularnosci wystepujacych w stosowanym zbiorze danych.

3.4. Przetwarzanie baz danych jako forma
wydobywania wiedzy

Zebrane w bazach danych zapisy zawierajace informacje z réznych dziedzin dzia-
talnos$ci czlowieka moga by¢ wykorzystane do wspomagania podejmowania decyzji
o dalszym ksztaltowaniu profilu prowadzonej dzialalnosci. Komputerowe systemy
wspomagania decyzji (ang. Decision Support Systems) bazuja na zgromadzonej
wiedzy ekspertéw, czesciowo pochodzacej z analizy zawartosci baz danych.

Pierwsze procedury przetwarzania baz danych realizowano w oparciu o opra-
cowany w latach siedemdziesiatych jezyk strukturalny SQL (ang. Structured Qu-
ery Language). Pozwalal on na budowe zlozonych i skomplikowanych zapytan co
umozliwito wydobywaé¢ wybrane charakterystyczne cechy przetwarzanych danych.
Nastepny przetom nastapil w latach osiemdziesiatych poprzez wprowadzenie tech-
nologii nazywanej Hurtownig Danych (ang. Data Warehouses) [237].

Hurtownie danych mialy za zadanie taczy¢ i kolekcjonowaé informacje pocho-
dzace z réznych autonomicznych systemoéw oraz zewnetrznych zrodel. Pozwolily
one nie tylko uporzadkowaé rozrzucone i nadmiarowe dane w postaci tzw. kostek
(ang. Cubes) ale rowniez dokona¢ wstepnej filtracji i przetwarzania potrzebnej in-
formacji na podstawie projektu modelu danych.

Potaczenie Hurtowni Danych i systeméw wspomagania decyzji pozwolito na
stworzenie §rodowiska typu OLAP (ang. OnLine Analytical Processing). Umozli-
wia ono wielowymiarowg obserwacje agregowanych wartosci wybranych atrybutéw
jednej lub wielu potaczonych relacji. Metodologia tego srodowiska zaktada, ze uzyt-
kownik definiuje pewna hipoteze, ktorej poprawnosé¢ weryfikuje sie za pomoca na-
rzedzi OLAP (up. Oracle Express Server). Przedstawiona metoda ma ograniczenia
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stosowalnosci i zwigzana z nimi skuteczno$é¢ akwizycji wiedzy. Do najwazniejszych
nalezy zaliczy¢ konieczno$¢ przygotowania przez uzytkownika hipotez do weryfi-
kacji. Jako§¢ wydobywanej z bazy danych wiedzy jest ograniczona kreatywnoscia
i wyobraznia eksperta definiujacego hipotezy. Ponadto istnieje ryzyko akceptacji
fatszywych hipotez [48].

Dynamiczny rozwoj sztucznej inteligencji (koniec lat dziewieé¢dziesiatych) wy-
odrebnitl nowa dziedzine pozyskiwania wiedzy nazywang eksploracja wiedzy, DM.
Aktualnie dynamicznie rozwijana jest dziedzina automatycznego odkrywania wie-
dzy w bazach danych (ang. Knowledge Discovery in Databases, KDD) i jej techno-
logia eksploracji danych DM. Analizujac rozwdéj dzisiejszych technologii odkrywa-
nia wiedzy z baz danych trudno jest okresli¢, jak beda one wygladaty w przyszlosci.
Ostatnia z opracowanych technologii, ktore doczekaly sie komercyjnego zastosowa-
nia, jest metoda ultatwiajaca dostep do odkrytych schematéw nazywana dostep do
wiedzy (ang. Knowledge Access, KA). W tej metodzie zastosowano nowe wcielenie
jezyka SQL nazywanego PQL (ang. The Pattern Query Language), ktory swobod-
nie operuje wérod zgromadzonej bazy wzorcow [48].

3.4.1. Odkrywanie wiedzy w bazach danych

Definicja 3.1.
KDD jest nietrywialnym procesem identyfikowania waznych, nowych, potencjalnie
uzytecznych i zrozumialtych wzorcéw w danych [253].

Proces odkrywania wiedzy to wysoce intensywne wspoéldziatanie czltowieka i
maszyny. Cztowiek okresla, ktore regularnosci sg interesujace, nowe i zrozumia-
te. Komputer maksymalnie przetwarza lawine informacji zawartej w bazie danych
przedstawiajac najbardziej wiarygodne hipotezy [248]. W chwili obecnej prace kon-
centruja sie na pozyskiwaniu wiedzy z danych, co jest jednym z elementéw pro-
cesu KDD. Jednakze w coraz wiekszym stopniu prowadzi sie prace nad etapami
przygotowania danych, wizualizacji oraz integracji uzyskanej wiedzy z istnieja-
cymi systemami uzytkownika. Nalezy tutaj zaznaczy¢, ze czesto mozna spotkaé
sie z laczeniem poje¢ odkrywania wiedzy (KDD) i eksploracji danych (DM). Nic
bardziej mylnego, eksploracja danych jest jednym z elementéw odkrywania wiedzy.

Poszczegolne operacje realizowane podczas odkrywania wiedzy [237] definiuje
sie w nastepujacy sposob:

o Wstepna selekcja danych w celu takiego doboru informacji, ktéra jest dobrym
no$nikiem poszukiwanej wiedzy;

o Przygotowanie danych polegajace na uzupelnieniu brakéw oraz standaryzacji
roznych formatéw przechowywanych danych. Na tym etapie wykonuje sie
rowniez czyszczenie danych z szumu i wyrzutkow (odszumianie);
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o Transformacja polega na konwersji danych na forme akceptowalna przez za-
stosowany przez operatora system wydobywania wiedzy;

o Eksploracja polegajaca na poszukiwaniu odkrytych schematéw. Operacje te
wykonuje sie przy wykorzystaniu réznych metod z nig zwigzanych;

¢ Prezentacja wiedzy zamyka proces odkrywania wiedzy. Uzyskana wiedza mo-
ze podlegaé¢ wizualizacji lub dalszej analizie w dowolnym programie wspo-
magajacym wnioskowanie wynikéw.

Czesé procesu transformacji oraz procedury eksploracji i prezentacji nalezg do
dziedziny eksploracji danych, DM.

3.4.2. Cele i techniki eksploracji danych

Proces eksploracji danych obejmuje dwa cele:

o przewidywanie (ang. prediction) obejmujace zadanie wykorzystania okreslo-
nych danych do prognozowania wartosci innych interesujacych zmiennych,

e opisywanie (ang. description) cechuje sie poszukiwaniem mozliwych do zin-
terpretowania przez czltowieka wzorcow opisujacych dane.

Eksploracja danych moze by¢ realizowana za pomoca réznych technik. Wybér tech-
niki do prowadzenia tego procesu zalezy od typu danych przechowywanych w ana-
lizowanej bazie oraz od schematéw zdefiniowanych przez uzytkownika. Najczesciej
uzywane techniki mozna przedstawi¢ jako:

o Klasyfikacja realizujaca zadanie wyznaczenia funkcji, ktora odwzorowuje
punkt danych w jedna z wielu wezesniej zdefiniowanych klas. Klasyfikacja
polega na przyporzadkowaniu klasyfikowanego elementu do klasy, do ktorej
odleglos¢ jest minimalna i mozna ja realizowa¢ w formie [30]:

e binarnej,

o wieloklasowej.

Z punktu widzenia formy realizacji zadan klasyfikacji klasyfikatory mozna
podzieli¢ na statystyczne oraz oparte na bezpoSrednim przyjmowaniu funk-
cji okreslajacej klasyfikator. Rozwazajac algorytmy klasyfikacji wyrédznia sie
[180]:

o klasyfikacje rozmytqg, w ktorej wyznacza sie stopieri przynaleznosci kla-
syfikowanego elementu do kazdej klasy,

o klasyfikacje doktadng zaliczang do szczegdlnego przypadku klasyfikacji
rozmytej. W tym algorytmie zamiast stopnia przynaleznosci okresla sie
oznaczenie klasy, do ktorej dany element zostal zakwalifikowany.
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o Regresja polegajaca na wyznaczeniu parametréw funkcji (liniowej lub nie-
liniowej), ktora dla okreslonej danej wyznacza warto$¢ typu rzeczywistego.
Przykladem zastosowan regresji moze by¢ przewidywanie wielkosci tempera-
tury silnika spalinowego na podstawie kilku wynikéw pomiaréw jego punktow
pracy [214].

¢ Grupowanie pojeciowe stosowane do znajdowania skoriczonego zbioru klas
obiektow (znanych réwniez jako: klastry, zbiory lub segmenty) w bazie da-
nych posiadajacych podobne cechy.
Ze wzgledu na istote dzialania wéréd algorytméw grupowania mozna wyroz-
nié¢ [30, 48]:

e algorytmy poszukiwania ogblnego ekstremum funkcji kryterialnej,
e algorytmy iteracyjne,
¢ algorytmy hierarchicznego laczenia,

e algorytmy oparte na teorii grafow: algorytm najblizszego sgsiada, algo-
rytm k-najblizszych sasiadéw, algorytm minimalnego drzewa, algorytm
MMD (ang. Mean Minimum Distance),

e algorytmy wykorzystujace zbiory rozmyte (np. FCM).

o Kojarzenie (asocjacja) to poszukiwanie elementow, ktore wiaza sie z za-
danym zdarzeniem lub innym elementem. Stosowane do realizacji tego celu
algorytmy pozwalaja wyznaczy¢ reguly wiazace te elementy.

Analizujac przedstawione techniki eksploracji danych mozna zauwazy¢, ze klasyfi-
kacja i regresja sa najczesciej stosowane do tworzenia prognoz, czyli do przewidy-
wania zdarzen, natomiast grupowanie i kojarzenie doskonale nadaje sie do opisu
proceséw zdefiniowanych za pomoca eksplorowanej bazy danych.

Kazdy z przedstawionych algorytmoéw eksploracji danych sktada sie z trzech
podstawowych sktadnikow:

o reprezentacji modelu (ang. model representation), zawierajacej mozliwe do
odkrycia wzorce;

o oceny modelu(ang. model evaluation), stosowanej do oceny jakosci otrzyma-
nego w procesie KDD modelu;

o poszukiwania (ang. searching), obejmujacego zagadnienia: poszukiwania pa-
rametréw (ang. parameters search) i poszukiwania modeli
(ang. model search).

Proces poszukiwania parametréw realizuje zadanie doboru do zdefiniowanego
modelu wartoSci parametréw tego modelu, ktére optymalizuja kryteria oceny mo-
delu dla analizowanych danych. W przypadku prostego modelu zadanie to mozna
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zrealizowa¢ wykorzystujac algorytmy optymalizacji jedno lub wieloparametryczne;j
(gradientowej lub bezgradientowej). Dla bardziej ogélnych modeli (w przypadku
probleméw NP-zupelnych) stosuje sie rowniez metody przeszukiwania heurystycz-
nego.

Poszukiwanie modeli polega na doborze parametréw dla grupy modeli lub do-
borze parametrow i struktury modelu. Implementacje metod poszukiwania modelu
ewoluuja w kierunku stosowania technik poszukiwania heurystycznego, poniewaz
rozmiar problemu czesto wyklucza uzyskanie wyczerpujacego poszukiwania meto-
dami klasycznych technik optymalizacyjnych.

3.4.3. Typy algorytméw odkryé

Metody stosowane w réznych algorytmach eksploracji danych pozwalaja nastepu-
jaco podzieli¢ stosowane algorytmy [3, 39, 159]:

o drzewa i reguly decyzyjne [181],

¢ regresja liniowa, nieliniowa i klasyfikacja,

o wnioskowanie z przyktadéow,

¢ probabilistyczne modele graficznej zaleznosci,
o relacyjne metody uczenia.

W drzewach i regulach decyzyjnych wykorzystuje si¢ podzialy przestrzeni
wzgledem jednej zmiennej. Zmienne stosowane w algorytmie dzieli sie na informa-
cyjne i decyzyjng (klasyfikacyjna). Zmienna decyzyjna przyjmuje forme dyskretna.
Liscie tworzonego drzewa przyjmuja warto$é zmiennej decyzyjnej. Sciezka od ko-
rzenia do danego liScia reprezentuje warunki, ktérych spelnienie implikuje wartosé
zmiennej decyzyjnej rownej zawartosci liscia [230].

fragment bazy danych

korzen | T MAX
T 'T2 T3
lise ) N p
p1 \p2

()2

fragmenty bazy danych
Rys. 3.4. Proces uczenia drzewa decyzyjnego z danych
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Proces uczenia sie drzew decyzyjnych z danych polega na tworzeniu tancu-
chow zmiennych informacyjnych dzielacych baze danych na coraz mniejsze czeSci
(rys.3.4). Proces zostaje zakoriczony, gdy otrzymana cze$¢ bazy danych jest jed-
norodna ze wzgledu na zmienng klasyfikacyjna lub brak mozliwosci podniesienia
stopnia jednorodnosci, lub otrzymany fragment bazy jest malo liczny. Algorytmy
tego typu stosuje sie najczesciej wtedy, gdy istnieje deterministyczna lub prawie
deterministyczna zalezno$¢ miedzy zmiennymi informacyjnymi a zmienng klasyfi-
kacyjna [24].

Regresja liniowa, nieliniowa i klasyfikacja obejmuja grupe zagadnien do-
tyczacych wyznaczenia dla badanych danych przebiegu funkcjiy = f(z1, 22, -+, @p).
W praktyce ze wzgledu na wystepujace w procesie pomiarowym zakldcenia lo-
sowe nie spotyka sie czystej zalezno$ci funkcyjnej, lecz zalezno§é stochastyczna
Y =F(Xy,Xs,---,X,), gdzie X; 1Y sa zmiennymi losowymi.

Proces poszukiwania rzeczywistej zaleznosci pomiedzy okreslonymi zmiennymi
losowymi mozna realizowaé¢ wykorzystujac funkcje regresji w postaci:

E (Y|X1:m1,X2:m2,...) =iy = (@1, @2, 1p). (3.1)

W przypadku regres;ji liniowej (w celu doswiadczalnego ustalenia przebiegu funkcji
regresji) przyjmuje sie wielomianowy model funkcji w postaci:

~

Yg :g(b0+b1X1 +b2X2+"'+prp), (32)

gdzie: g(X) jest funkcja wektora X = [X1, X»,- -, X,], a parametry b; zwane sa
wspoélczynnikami regres;ji.

Przy wyznaczaniu wspoélczynnikéw regresji przyjmuje sie kryterium minimalizacji
kwadratow odchylen wynikéw od prostej regresji opisane zaleznos$cia:

n

SSE=Yety = (yi) — )" = min, (3.3)
1=1

i=1

gdzie: e(;) opisuje tzw. blad obserwacji lub reszte i oznacza odchylenie i-tej obser-
wacji od prostej regresji.

Nieliniowa regresja to szereg technik predykcji zmiennej wyjsciowej z liniowej
lub nieliniowej kombinacji funkcji bazowych (np. sigmoid, wielomianow itp.). Pro-
ces poszukiwania funkcji regresji rozpoczyna sie od préby opisania catos$ci danych
za pomoca jednej funkcji. Jesli przeprowadzona préba zakoriczy sie niepowodze-
niem, dokonuje sie podziatu danych na mniejsze grupy i dokonuje ponownej préby
znalezienia funkcji regresji dla poszczegdlnych grup danych. Powoduje to poszat-
kowanie przestrzeni obserwacji, ktéra w kolejnym etapie technika redukcji pruning
fragmentami scala sie. Idea metod redukeji jest mozliwie uproéci¢ ksztalt granic
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podzialu przestrzeni wejsciowej [47].

Whnioskowanie z przykladéw opiera sie na reprezentatywnych przyktadach
pobranych z analizowanej bazy danych. Na bazie przyktadéw aproksymuje sie lo-
kalnie model. Aproksymacji dokonuje si¢ na bazie klasyfikacji lub regresji w oparciu
o najblizsze otoczenie, badz tzw. metoda systeméw wnioskowania z przypadkdw.
Poprawnosé¢ funkcjonowania tej metody wymaga zdefiniowania odpowiedniej me-
tryki. W trakcie uczenia okresla sie metryke odleglosci oraz liczbe uwzglednianych
sasiadow.

Probabilistyczne modele graficznej zaleznos$ci sy reprezentowane przez
sieci bayesowskie definiowane jako zwarta reprezentacja tacznego prawdopodo-
bienistwa. Sie¢ bayesowska stanowi acykliczny graf skierowany, w ktérym wezty
reprezentuja zmienne, a tuki - bezposrednie zaleznosci przyczynowe. Laczny roz-
ktad prawdopodobienistwa jest modelowany przez iloczyn warunkowych rozktadow
zmiennych wzgledem ich rodzicow.

Relacyjne metody uczenia definiujg relacje z bazy danych. Do budowy
relacji wykorzystuje sie niektore instancje relacji oraz przypadki negatywne relacji.
Zadanie budowy relacji wykonuje sie w oparciu o metody indukcyjne ILP (ang.
Inductive Logic Programming) realizowane jako:

e empiryczne, realizowane w pelni automatycznie z wsadowym konstruowaniu
pojedynczych pojeé od zera;

e interakcyjne, pracujace na zasadzie wspoltdziatania systemu z uzytkownikiem
przygotowujac jednoczesnie wiele definicji nowych pojec.

3.5. Hurtownie danych w diagnostyce

Ostatnie 10 lat stanowi okres burzliwego rozwoju prac nad zasadami zarzadzania
i przetwarzania duzych rozproszonych lub skupionych baz danych. Rozwoj doty-
czy tendencji do przechowywania istotnych dla danego zagadnienia danych a nie
przechowywania duzych iloéci encyklopedycznych danych bez ponownego ich wy-
korzystania (tylko archiwum). Nowe osiagniecia w tej dziedzinie dotycza takich
obszaréw dziatalnosci cztowieka jak gospodarka oraz nauka i prowadza do struk-
turalizacji informacji. Archiwizowane dane, zwigzane z funkcjonowaniem pewnej
organizacji w pewnym czasie, moga by¢ waznym elementem dla planowania stra-
tegicznego lub diagnostyki.

Szeroko znang technika wydobywania wiedzy jest statystyka. Stanowi ona tra-
dycyjne pole wnioskowania dostarczajace modeli przy zatozeniu mniej lub bardziej
szczegoltowego rozkladu danych. Klasyczna teoria wnioskowania Bayes’a zapewnia
dobra skuteczno$é przy niezbyt duzych zbiorach danych. Przy duzych zasobach
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zmiennych z zakresu takich aplikacji jak medyczne, marketingowe, teoria Bayes’a
wykazuje niewystarczajaca skutecznosé.

Nowe metody opieraja sie w mniejszym stopniu na zalozeniach statystycznych,
a w wiekszym na - aktualnej dystrybucji danych. Ponadto polegaja one mniej na
prostych modelach matematycznych a bardziej na modelach opartych o techniki
sztucznej inteligencji, ktére mozna uczyé¢ skomplikowanych, nieliniowych zalezno-
§ci, korzystajac z duzych zbioréw danych [50].

Przygotowujac aplikacje wydobycia wiedzy, nalezy zwraca¢ uwage na nastepu-
jace istotne zagadnienia:

o Duza wymiarowo$é zbioru danych. Problem obejmuje zadanie, w ktérym licz-
ba przykladéw jest mata w poréwnaniu z liczba danych wystepujacych w
bazie. Problem ten pojawia sie czesto w przypadku stosowania dyskretnych
zmiennych przy matym kroku dyskretyzacji. Przy modelowaniu rozktadu po-
wigzani wielu losowych zmiennych za pomoca zlozonych instrukcji pojawia
sie znane zagadnienie przeklenstwa wymiarowosci i uzyskuje sie modele z
wykltadniczym wzrostem liczby poszukiwanych parametrow. W literaturze
spotyka sie rézne propozycje rozwiazywania tego typu probleméw. Bengio
i Bengio [16] proponuja problem przetwarzania danych w duzej wymiaro-
wosci rozwiazac na bazie sztucznych sieci neuronowych (ANN), ktore beda
reprezentowac rozklad powigzan wielu zmiennych. Innym podej$ciem do tego
problemu jest uczenie modeli na bazie maksimum entropii. Przyktad zasto-
sowania tej metody opisano w artykule Yan i Miller [244], gdzie autorzy,
bazujac na zasadzie aproksymacji maksimum entropii, jako alternatywy dla
sieci Bayes’a zbudowali ogélny mechanizm wnioskowania statystycznego. W
artykule Kewley’a [100] zaprezentowano zastosowanie metod krzyzowania i
analizy wrazliwosci sieci do trudnych probleméw analiz chemicznych, gdzie
spotyka sie problem wiekszej liczby zmiennych niz danych uczacych.

e Skalowalnosé algorytmow do duzych zbiorow danych. Wiele metod propono-
wanych ostatnio wymaga weryfikacji wedtug kryterium mozliwosci ich zasto-
sowarni z bardzo duzymi zbiorami danych. W przypadku zastosowania technik,
bazujacych na uczeniu w oparciu o przyktady, wystepuje problem przeucze-
nia sieci. Pojawia sie pytanie jak uczyé sie¢ przy duzej ilosci danych przy
zatozeniu zachowania rozsgdnego czasu obliczen.

o Wydobywanie uzytecznej informacji i budowa uzytecznych aplikacji. Zagad-
nienie to obejmuje zadania zrozumienia danych przez wydobywanie regut,
klastrow danych lub przez przenoszenie danych do przestrzeni o mniejszym
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wymiarze, w ktorej jest tatwiejsza wizualizacja analizowanych danych. W li-
teraturze mozna znalez¢ rézne aplikacje, ktore pokazuja, jak algorytmy DM
moga by¢ stosowane do odkrywania wiedzy z r6znych obszernych baz danych,
np: zagadnienie przewidywania niezadowolenia klientow [19, 157], klasteryza-
cja dokumentéow w archiwum [102], sledzenie i identyfikacja tropikalnych cy-
klonow [141], diagnostyka raka z mammogramow [236]. Zastosowanie ANN w
zagadnieniach wydobywania wiedzy przedstawiono w artykule Shine’a [214],
gdzie sie¢ neuronowa uzyto do generowania wag dla cech danych. Wygenero-
wane wagi w dalszym etapie wykorzystano do klasteryzacji danych w oparciu
o algorytm k-najblizszych sasiadow.

W literaturze obejmujacej zagadnienia zastosowania hurtowni danych w diagno-
styce czesto opisuje sie trzy podstawowe zadania stawiane przed algorytmami DM
[17]:

x klasteryzacja,
* wizualizacja,
* wydobywanie regul.

Klasteryzacja i samoorganizujace sie mapy (ang. Self Organizing Map, SOM) sa
jednym z wielkich odkryé DM. Zagadnienie to zostalo doktadnie opisane w artykule
Kohonena [102] obejmujac zadanie organizacji i odzyskiwania dokumentow 7z ar-
chiwéw. Kohonen zademonstrowat staba uzytecznosé wielkich samoorganizujacych
map zawierajacych ponad jeden milion weztéw, ktére miaty dokonac klasteryzacji
nieco mniej niz 7 milionéw opiséw patentéw. Dokumenty te zostaly scharakteryzo-
wane za pomoca 500 wymiarowego wektora cech. Duzo lepsza skutecznos¢ mozna
uzyska¢ dzielac zbiory danych w obszary. Zadanie to mozna rozwiazaé¢ dokonujac
obnizenia wymiarowosci bazy danych.

Innym podejsciem do przetwarzania duzych zbioréw danych jest zastosowa-
nie strategii krokowej. Vesanto w swoim artykule [232] przedstawil dwukrokowa
strategie klasteryzacji duzych zbioréw danych. W pierwszym kroku dokonuje sie
podziatu danych stosujac technike SOM. Prototypowe rezultaty SOM sa w drugim
kroku dzielone na klastry za pomoca metody k-$rednich (ang. k-mean) [118, 143].
SOM z jego sasiedzkimi ograniczeniami redukuje stopien swobody przygotowujac
dane do nastepnego kroku klasteryzacji.

Wizualizacja opiera sie czesto na wstepnym zadaniu redukcji wymiaru danych.
Zadanie redukcji wymiaru mozna zrealizowaé¢ za pomoca nieliniowych map Sam-
mons’a. Kénig w swoim artykule [136] proponuje polaczy¢ techniki ANN do kom-
binacji SOM i nieliniowego kojarzenia map Sammons’a do przetwarzania duzych
zbiorow danych. W artykule Wanga [236] przedstawiono nowy hierarchiczny algo-
rytm, ktory pozwala kompletowaé zbiory danych stosujac sieci neuronowe. Metode
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te zastosowano do badan diagnostycznych, bazujac na decyzjach systemu eksperto-
wego, przy badaniach raka piersi w oparciu o cyfrowa reprezentacje mammogramu.

Wydobywanie regut. W wielu zastosowaniach uzytkownicy chcg interpretacji wydo-
bytej wiedzy. Fu i Shortliffe [59] skoncentrowali swoje badania na zasadach wydo-
bywania polaczen miedzy zmiennymi w duzej bazie danych. Do realizacji zadania
zastosowali model wspotezynnikéw pewnosci i ANN. Wyniki uzyskane w predykeji
rzecznikéw w zadaniu biologii molekularnej pokazaty duza odporno$é przedstawio-
nego algorytmu na zaklécenia. Zhang [249] zaproponowal do budowy algorytmu
DM zastosowanie kombinacji ANN i logiki rozmytej. Rozmyta lingwistyczna repre-
zentacja danych jest przetwarzana w numeryczne cechy i ANN koricowo generuje
zbiér rozmytych regut.

Zadanie wydobywania regut z przykladéw nazywane jest czesto uczeniem z
przyktadow. Polega to na poszukiwaniu regul w danej dziedzinie na bazie dostep-
nych danych ( jesli takie reguly istnieja). Uczenie regul pojawia sie jako wazne
zagadnienie zaré6wno w uczeniu maszyn jak i wydobywaniu wiedzy. Uczenie ma-
szyn postrzegane jest jako poszukiwanie programéw komputerowych, ktére ucza
sie przetwarzaé elementy wiedzy, podczas gdy DM dotyczy poszukiwania wzorcow
lub regut ukrytych w danych.

Istnieje wiele technik uczenia regut. W symbolicznej sztucznej inteligencji ucze-
nie jest czesto realizowane w formie przeszukiwania zdefiniowanej przestrzeni hi-
potez. Zatem uczenie regul mozna realizowa¢ na bazie:

e przeszukiwania heurystycznego [23, 36|,

e drzew decyzyjnych [206],

e logicznego indukcyjnego programowania [140],
e sztucznych sieci neuronowych (ANN) [254],

e algorytmoéw genetycznych.

Heurystyczne metody sa czesto wprowadzane w celu unikniecia algorytmow
o wyktadniczym wzroscie zlozonosci obliczeniowej, niestety, jest to realizowane
kosztem niekompletnego przeszukiwania. Zadna z metod nie gwarantuje mozliwo-
Sci nauki prawidlowych regut z ograniczonej liczby obserwowanych danych. To jest
szczegblnie wazne, gdy przeszukiwana domena jest zlozona. Poza tym wykazuja
one roznice w ztozono$ci obliczeniowej, poniewaz realizuja rézne kryteria optyma-
lizacji procesu przeszukiwania.

Symboliczne heurystyczne przeszukiwanie. Metoda bazuje na bezgradientowej (np.
generuj-testuj) lub opartej na gradiencie funkcji kosztu (np. wspinania sie na szczyt
lub najpierw najlepszy) technice przeszukiwan zdefiniowanej przestrzeni hipotez.



3.5. Hurtownie danych w diagnostyce 37

Kryterium jakosci przeszukiwania bazuje na doktadno$ci i zbieznosci algorytmu,
parametréw niezbednych dla oceny i wyboru regutl. Staboscig tych metod jest pro-
blem prawidlowej definicji wspomnianego kryterium jakosci. Niestety, czesto te
parametry sa zle zdefiniowane, szczegdlnie gdy wystepuja szumy, niekonsekwencje
i niepewnosci w analizowanych danych. Poza tym waznym zagadnieniem tej me-
tody jest problem globalnej optymalizacji funkcji jakoSci przeszukiwan.

Drzewa decyzyjne. Metody oparte o drzewo decyzyjne wstepnie reprezentuja wy-
dobyta wiedze w postaci drzewa. W drugim etapie drzewo jest transformowane w
zbiér regul. Drzewo decyzyjne jest konstruowane przez sekwencyjny wybér atry-
butéw, bazujac na danych pomiarowych. Popularnym narzedziem uczenia regut
metoda przeszukiwania drzewa decyzyjnego jest algorytm C4.5 [206]. Wada wspo-
mnianej metody jest brak kompletnego, wielowariantowego przeszukiwania prze-
strzeni hipotez.

Odwrécona logiczna dedukcja. W tym podejsciu nauczanie przebiega poprzez gene-
rowanie hipotezy, ktoéra wraz z pewna iloscig podstawowe]j wiedzy (a priori) oraz
dostepnymi danymi jest weryfikowana. W przypadku pozytywnego efektu weryfi-
kacji hipoteza staje sie nowa reguta. Przedstawiona technika generowania regut nie
umozliwia generowania prawidtowych regul w przypadku wystepowania w danych
zaktécen, niekonsekwencji i niepewnosci. Przeszukiwanie przez przestrzen hipotez
jest trudne do realizacji w ogélnym przypadku i ztozone z duzg ilo$cia wstepnej
bazowej wiedzy.

Sztuczne sieci neuronowe. Ostatnio dobre efekty procesu uczenia regul osiaga sie
stosujac ANN. Wynika to z mozliwosci realizacji zadania wielowariantowego prze-
szukiwania i generowania wynikéw w warunkach niepewnosci wiedzy. Do istotnych
wad tego rozwigzania zalicza sie tak zwany efekt czarnej skrzynki, gdzie kolejnym
nie rozwigzanym zadaniem jest znalezienie powigzania miedzy uzyskanymi para-
metrami sieci a interfejsem objasniania powigzan w wydobytej ta metoda wiedzy.
Niezbedne niekiedy obja$nienia, przekazywane obstudze operatorskiej, wymagaja
utworzenia wiedzy deklaratywnej reprezentowanej w postaci regut. Stosowane w
zadaniu wydobycia regul z ANN techniki nie moga wydoby¢ wszystkich regut w
przypadku duzych sieci neuronowych oraz wydobyte z takich sieci reguty sa czesto
przyblizone. W tym podejsciu ANN ucza sie funkeji dopasowania do przedstawio-
nych danych, aby w nastepnym etapie, korzystajac z zakodowanej funkcji przejscia
sieci, zdekodowaé ja do zbioru regul. Proces uczenia sieci ze zgromadzonych da-
nych jest dobrze opisany w literaturze, ale pozostaje do rozwigzania zagadnienie
prawidlowego wyekstrahowania regul z nauczone;j sieci.

Algorytmy genetyczne. Stosowanie w procesie przeszukiwania algorytmow gene-
tycznych wymaga zdefiniowania dla kazdego zbioru regut kodu bitowego oraz ope-
ratoréw genetycznych. Stochastyczna natura algorytmu genetycznego tagodzi efekt
lokalnego minimum, ale element losowosci moze takze wprowadzi¢ pewien stopien
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nieprecyzyjnosci uzyskanych wynikéw. Doswiadczenia pokazuja, ze to podejscie do
procesu przeszukiwan wprowadza bledy w uczeniu regul nawet w przypadku nie-
zbyt ztozonych domen [59].

Wymienione metody pozwalaja wnioskowaé, ze wydobywanie wiedzy z duzych
baz danych przy zastosowaniu jednej metody bazujacej na okreslonej reprezentacji
wiedzy jest czesto nieskuteczne. Ponadto w pracy [59] ukazano, ze do okreslonych
zadann KDD skutecznymi sa wybrane techniki z zadanymi reprezentacjami wiedzy.

Integrowanie réznych form reprezentacji wiedzy zostato rowniez wykorzystane
w pracy [59], w ktorej zaprezentowano nowy system DOMRUL wydobywania regut
ze zbioru danych. Charakterystyczna cechg systemu jest zintegrowanie wzajemnie
uzupelniajacych sie blokéw: sieci neuronowej i modelu wspoétezynnika niepewno-
§ci CF. Omawiany system wydobywania regul moze by¢ stosowany dla dowolnej
dziedziny wiedzy bez ograniczen zaréwno na liczbe i wielko$¢ regut.

Systemy sterowania i nadzorowania procesu czesto zbieraja duze ilosci danych,
ktore mozna wykorzysta¢ do akwizycji nowej wiedzy. Ta wiedza moze by¢ odkryta
w bazach danych zgromadzonych podczas monitorowania rzeczywistych proceséw
lub przygotowanych podczas numerycznych eksperymentéw z modelami badanych
obiektow.

Zagadnienie akwizycji wiedzy w bazie danych obejmuje odkrywanie zaréwno
ilodciowe jak i jakosciowe zalezno$ci miedzy atrybutami opisujacymi diagnozowa-
ny obiekt. Wyznaczone w procesie odkrywania funkcjonalne zaleznosci moga by¢
zastosowane do predykeji wewnetrznych stanéw diagnozowanych obiektow [155].

Dane zbierane z rzeczywistych obiektow wykazuja cechy rozmytosci, zawieraja
szumy i niekompletng informacje o obiekcie, dlatego wydobycie zaleznosci funkcjo-
nalnych nie zawsze jest mozliwe. Dla duzych baz danych mozna badania podzielié¢
na dwa etapy [155]. W pierwszym nastepuje stopniowe dzielenie przestrzeni atry-
butéw na plastry, kierujac sie ujawnionymi regularno$ciami miedzy sterowaniem a
zaleznymi atrybutami. W wydzielonym plastrze danych poszukuje sie, najlepszych
do znalezienia funkcjonalnych zalezno$ci, par niezaleznych i zaleznych atrybutow.
Do zrealizowania tego zakresu badan mozna zastosowa¢ tablice wielodzielcza i V
test Cramera. Kolejny etap zawiera dalsze poszukiwania rownan wykonane przy
uzyciu metody Bacon-3 [154], w ktorej dokonujac stopniowego uogolniania znale-
zionych w plastrach zalezno$ci, wyznacza sie konicowe rownania wielu zmiennych.

Innym podej$ciem do problemu odkrywania wiedzy jest poszukiwanie odwrdco-
nych réwnarn, ktére moga by¢ odkrywane bezposrednio z danych, jedli zamienimy
role miedzy niezaleznymi i zaleznymi atrybutami. W wyniku przeprowadzonych
operacji otrzymuje sie odwrécony model, pozwalajacy na wnioskowanie o klasie
stanu technicznego na podstawie symptoméw diagnostycznych (wnioskowanie o
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przyczynie na podstawie skutku) [29]. Po wykonaniu operacji zamiany funkcji atry-
butéw do dalszych badan mozna zastosowaé¢ metodologie opisang wczesniej.

Ogolnie uzyskane wyniki pozwalaja wnioskowaé, ze metodologia KDD moze
by¢ w pelni uzyteczna w wydobyciu wiedzy niezbednej w procesie diagnostycz-
nym. Ponadto pozwala to wydobywaé¢ wiedze, unikajac metody na $lepo. Stosujac
procedury KDD do obszernych baz danych, mozna uzyska¢ wiedze obejmujaca
szerokie obszary, bardziej wartosciowa, bardziej akceptowalng i zrozumialy dla
czltowieka. Te cechy wplywaja na mozliwosé pelnej automatyzacji catego procesu
wydobywania wiedzy.

W procesie gromadzenia danych dla potrzeb diagnostycznych wystepuje pro-
blem duzej ilo$ci cech mierzonych sygnaléw obiektowych. Z praktycznego punk-
tu widzenia zastosowania systemu ekspertowego wynika, iz liczba obserwowanych
cech powinna by¢ ograniczona. Cecha negatywna tej metodologii jest koniecznosé
dopasowywania formy reprezentacji wiedzy do rozwigzywanego problemu. W celu
uzyskania efektywnego systemu diagnostycznego proponuje sie zastosowanie réz-
nych zintegrowanych form reprezentacji wiedzy.

Wstepne przetwarzanie zgromadzonych w procesie monitorowania danych obej-
muje zagadnienia [32]:

e ograniczenia w zbiorze wartosci,

e ograniczenia w zbiorze czasu.

Ograniczenie w zbiorze wartoSci mozna realizowa¢ m.in. metoda klasyfikacji,
reprezentacji przyblizonej, reprezentacji rozmytej lub kwantowania. Kwantowanie
danych w diagnostycznej bazie pozwala na obnizenie liczby danych opisujacych
stan procesu. Polega to na wyborze jednej danej reprezentujacej grupe danych o
zblizonej wartosci. Proces ten przedstawia nastepujaca zalezno$é:

zi(t) = 2 (¢)F059, (3.4)

gdzie: § oznacza krok kwantowania.
Dla danych o wartosciach zblizonych do wartosci granicznych stosuje sie kwanto-
wanie z histereza [32].

Ograniczenia w zbiorze czasu wiaza sie z odpowiednim doborem czestotliwosci
pobierania danych. Po dokonaniu ograniczenia w zbiorze czasu (efekt sklejania)
zmodyfikowana reprezentacja wiedzy w formie trojek przyjmie postac:

x = (o, n(z), val(z), [tp,tr]) ).

gdzie: [tp, tx] oznacza przedzial czasu obserwacji danych o zblizonej wartosci cechy.
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Do oceny dopuszczalnego stopnia ograniczenia reprezentacji cech w zbiorze roz-
réznialnych warto$ci mozna zastosowaé metody analizy statystycznej (test x2).

3.6. Zakornczenie

W rozdziale przedstawiono rézne formy reprezentacji wiedzy, zaréwno deklara-
tywnej jak proceduralnej. Poréwnano zasady reprezentowania wiedzy z wykorzy-
staniem metod symbolicznych i niesymbolicznych. Oméwiono réwniez wazne za-
gadnienia akwizycji wiedzy od eksperta oraz wydobywania wiedzy z baz danych.
Wyjasniono specyfike akwizycji wiedzy od eksperta, formy weryfikacji tej wiedzy i
technik prowadzenia wywiadéw oraz wazenia wybranych elementéw wiedzy uzyska-
nej od kilku ekspertéw. Przedstawiono metody pozyskiwania wiedzy z baz danych.

Wyjasniono pojecie odkrywania wiedzy i wydobywania wiedzy jako wazne ele-
menty w procesie przygotowania bazy wiedzy systemu diagnostycznego. Przedsta-
wiono pojecie hurtowni danych jako procesu tworzenia baz danych analitycznych
zaliczanego do grupy probleméw przygotowania i wykorzystania danych operacyj-
nych w diagnostyce [203]. Umieszczone w tej czesci monografii przyklady poka-
zuja rozne techniki eksploracji wiedzy w bazach danych. Ukazano w nich zasady
wykorzystania réznych technik sztucznej inteligencji w przetwarzaniu duzych baz
danych.



